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摘 要： 坐标下降方法以简洁的操作流程、低廉的计算代价和快速的实际收敛效果，成为处理大规模优化最有

效的方法之一．但目前几乎所有的坐标下降方法都由于子问题解析求解的需要而假设损失函数的光滑性．本文在结构
学习的框架下，在采用Ｃｏｍｉｄ方法求解随机挑选单变量子问题的基础上，提出了一种新的关于非光滑损失的随机坐标
下降方法．理论分析表明本文所提出的算法在一般凸条件下可以得到Ο（槡ｔ／ｔ）的收敛速度，在强凸条件下可以得到Ο
（ｌｎｔ／ｔ）的收敛速度．实验结果表明本文所提出的算法对正则化Ｈｉｎｇｅ损失问题实现了坐标优化预期的效果．
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１ 引言

统计机器学习无论是在理论上还是在应用上都取

得了极为丰硕的成果．当前，一般在“正则化项＋损失函
数”的框架下对学习问题进行理论分析，这是对基于“间

隔”的统计机器学习理论框架的进一步发展和完善［１］．
随着互联网的日益普及和计算机技术的迅猛发展，机器

学习所面临的问题逐渐呈现出样本多、维数高的特点，

一个普通文本数据库就会达到 １０７样本个数或 １０９样
本维数的规模．坐标下降方法（ＣｏｏｒｄｉｎａｔｅＤｅｓｃｅｎｔ，ＣＤ）能
够利用高维数据的稀疏特性［２］，是解决大规模高维数据

问题卓有成效的手段之一．大量的比较实验表明 ＣＤ是
解决大规模文本分类问题的首选算法［３～５］．

ＰａｕｌＴｓｅｎｇ是坐标优化算法研究方面的著名学者，
他从优化理论的角度对满足光滑性和凸性假设目标函

数的优化问题建立了坐标优化算法并讨论了收敛性，其

中也包括了机器学习正则化光滑损失函数的原优化问

题和正则化非光滑损失的对偶优化问题［６，７］．原始问题
的坐标下降方法（ＰｒｉｍａｌＣｏｏｒｄｉｎａｔｅＤｅｓｃｅｎｔ，ＰＣＤ）是坐标
下降方法中一种最常见形式，其主要思路是通过逐个优

化解向量 Ｗ的每一维特征（坐标），实现一次外循环．内
循环中，在优化某一坐标时，固定解向量中的其余 ｎ－１
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维坐标不动，一次仅对选中的一维坐标求解单变量子

问题．ＰＣＤ具有简洁操作流程，已经成功应用到信号处
理［８］、文本分类、图像恢复等诸多领域［２，３，９，１０］．ＣＤ的成
功应用主要得益于计算代价低廉的方向导数计算技

巧［２］以及各维特征的实时更新［１１］．著名学者 Ｎｅｓｔｅｒｏｖ甚
至认为ＣＤ如果没有计算代价低廉的方向导数计算技
巧，ＣＤ就失去了生存的依据［２］．

单变量优化子问题的求解是各种坐标下降方法的

核心，不同坐标优化算法的区别也主要体现在单变量

问题的求解方式上．正是由于单维子问题解析求解的
需要，目前几乎所有的坐标下降方法都假设了损失函

数的光滑性（导数 Ｌｉｐｓｃｈｉｔｚ连续），或者将原问题转化为
等价的对偶问题使目标具有光滑性［４］，如文献［２，３，９，
１０］中不同 ＰＣＤ算法的共同点是在光滑性的前提下对
损失函数进行二阶展开［１２］．但另一方面，机器学习中普
遍使用的支持向量机算法所采用的 Ｈｉｎｇｅ损失［４，１３］却
是非光滑的，由于此时子问题的解析求解存在着一定

的困难，已有坐标优化方法的设计思路难以直接平移

得到求解支持向量机的 ＰＣＤ，这也是非光滑损失的优化
问题至今仍然没有坐标优化方法的主要原因．

尽管支持向量机的损失函数是非光滑的，但其对

偶问题的目标函数却是二次多项式形式的，虽然存在

着约束条件，对应的子问题还是可以很方便地解析求

解．正是利用这一事实，林智仁教授领导的研究小组于
２００８年提出了对偶坐标下降方法（ＤｕａｌＣｏｏｒｄｉｎａｔｅＤｅ
ｓｃｅｎｔ，ＤＣＤ）求解支持向量机的对偶问题［４］．在大量的数
据库上，ＤＣＤ取得了比 ＰＣＤ和当前流行的一些算法更
快的收敛效果．然而，ＤＣＤ并不能完全取代ＰＣＤ．正如文
献［３］所指出的那样，ＰＣＤ和 ＤＣＤ各有长处．一般地说，
相比于ＤＣＤ，ＰＣＤ更适合一些样本特征维数远小于样本
个数的学习问题．另外，很多非光滑损失的原优化问题
如“Ｌ１正则化 ＋Ｈｉｎｇｅ损失”也不存在对偶形式．因此，
对非光滑损失函数的优化问题如何建立 ＰＣＤ无论在理
论还是在应用上都是一个亟待解决的问题．

近些年来，凸优化问题结构方法的研究取得了一

批具有深远影响的结果．著名学者 Ｎｅｓｔｅｒｏｖ曾经断言：
“传统的黑箱（ＢｌａｃｋＢｏｘ）方法在凸优化问题上的重要性
将不可逆转地消失，彻底地取而代之的是巧妙运用问

题结构的新算法”［１４］．对于非光滑目标函数的优化问
题，Ｎｅｓｔｅｒｏｖ于２００９年提出了一种原始对偶（ｐｒｉｍａｌｄｕ
ａｌ）次梯度方法［１５］代替传统的投影次梯度算法（Ｐｒｏｊｅｃｔｅｄ
ＳｕｂｇｒａｄｉｅｎｔＡｌｇｏｒｉｔｈｍ，ＰＳＡ）［５］．而对光滑的目标函数，
Ｎｅｓｔｅｒｏｖ的加速方法达到了优于一般“黑箱”方法的一个
数量级的结论［１５］．２００９年，Ｘｉａｏ将 Ｎｅｓｔｅｒｏｖ在文献［１４，
１５］中的工作拓展为可以处理正则化形式机器学习问题
的在线算法，得到了正则化共轭平均（ＲｅｇｕｌａｒｉｚｅｄＤｕａｌ

Ａｖｅｒａｇｉｎｇ，ＲＤＡ）［１６］．这种方法克服了在线 ＰＳＡ算法不能
保证正则化项结构的缺陷，特别对于 Ｌ１正则化问题可
以获得和批处理算法同等程度的稀疏解．２０１０年，Ｄｕｃｈｉ
等将著名的镜面下降（ＭｉｒｒｏｒＤｅｓｃｅｎｔ，ＭＤ）方法进行了拓
展，得到了复合目标函数的镜面下降算法（Ｃｏｍｐｏｓｉｔｅ
ＯｂｊｅｃｔｉｖｅＭｉｒｒｏｒＤｅｓｃｅｎｔ，ＣＯＭＩＤ）［１７］，统一了前期关于在
线算法的很多研究．与 ＲＤＡ方法类似，Ｃｏｍｉｄ不仅能有
效保证正则化项的结构，而且无论是对光滑还是非光

滑损失均可应用．不同的是，Ｃｏｍｉｄ以瞬时梯度替代了
ＲＤＡ的平均梯度，更加简洁和易操作．本文的主要思路
是在采用Ｃｏｍｉｄ方法求解随机挑选单变量子问题的基
础上，提出了一种新的非光滑损失的随机坐标下降方

法ＮｏｎｓｍｏｏｔｈＳＣＤ．理论分析表明 ＮｏｎｓｍｏｏｔｈＳＣＤ在一

般凸条件下可以得到Ο（槡ｔ／ｔ）的收敛速度，在强凸条件
下可以得到Ο（ｌｎｔ／ｔ）的收敛速度．实验结果表明，Ｎｏｎ
ｓｍｏｏｔｈＳＣＤ优于当前流行的如文献［４，１６～１９］中的一
些算法，达到了随机坐标优化预期的效果．

２ 正则化学习问题与坐标优化方法

与所有坐标优化算法的文献一样，为简单明起见，

本文仅讨论线性无偏置项的二分类问题．设 Ｓ＝｛（Ｘ１，
ｙ１），…，（Ｘｍ，ｙｍ）｝∈Ｒｎ×｛＋１，－１｝是一些独立同分布
样本组成的训练集，正则化机器学习框架可以归结为

求解下述凸优化问题：

ｍｉｎ
Ｗ
Ｆ（Ｗ）＝∑

ｍ

ｉ＝１
ｆｉ（Ｗ）＋Ｐ（Ｗ） （１）

其中 Ｗ∈Ｒｎ，损失函数 ｆｉ（Ｗ）表示由样本 Ｘｉ造成的损
失．本文主要研究 Ｐ（Ｗ）＝λ‖Ｗ‖１和 Ｐ（Ｗ）＝λ
‖Ｗ‖２下的 Ｈｉｎｇｅ损失问题．ｆｉ（Ｗ）＝ｍａｘ｛０，１－ｙｉ
（〈Ｗ，Ｘｉ〉）｝有时也称为 Ｌ１损失．由于 Ｈｉｎｇｅ损失仅仅
是次可微的，因此是非光滑的．ｆｉ（Ｗ）＝ｍａｘ｛０，１－ｙｉ
（〈Ｗ，Ｘｉ〉）｝２通常称为 Ｌ２损失，其导数 Ｌｉｐｓｃｈｉｔｚ连续因
而具有光滑性．

坐标下降方法的迭代过程分为内循环和外循环两

部分［３］．迭代过程从起始点 Ｗ０开始依次迭代出 Ｗ１，
Ｗ２，…，ＷＴ．从 Ｗ ｔ到 Ｗ ｔ＋１的过程称为一次外循环．
Ｗｔ＋１通过更新 Ｗｔ的ｎ个变量来实现一次外循环，每
一次外循环包含 ｎ次内循环．每次内循环生成 Ｗｔ，ｊ∈
Ｒｎ，ｊ＝１，…，ｎ，并且 Ｗｔ，１＝Ｗｔ，Ｗｔ，ｎ＋１＝Ｗｔ＋１，Ｗｔ，ｊ

＝［ｗｔ＋１１ ，…，ｗｔ＋１ｊ－１，ｗｔｊ，…，ｗｔｎ］Ｔ，ｊ＝２，…，ｎ．对于 Ｗｔ，ｉ到

Ｗｔ，ｊ＋１的更新，通过求解如下单变量子问题得到：

ｍｉｎ
ｚ
Ｗｔ，ｊ＝［ｗｔ＋１１ ，…，ｗｔ＋１ｊ－１，ｗｔｊ＋ｚ，ｗｔｊ＋１，…，ｗｔｎ］Ｔ

＝ｍｉｎ
ｚ
ｆ（Ｗｔ，ｊ＋ｚｅｊ） （２）

其中 ｅｊ＝［０，…，１，…０］Ｔ．
坐标下降方法的算法流程见下面的算法１：
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算法１ 坐标下降方法

·ＳｔａｒｔｗｉｔｈａｎｙｉｎｉｔｉａｌＷ０

·Ｆｏｒｔ＝０，１，…，Ｔ（ｏｕｔｅｒｉｔｅｒａｔｉｏｎｓ）
Ｆｏｒｊ＝１，２，…，ｎ（ｉｎｎｅｒｉｔｅｒａｔｉｏｎｓ）
Ｆｉｘｗｔ＋１１ ，…，ｗｔ＋１ｊ－１，ｗｔｊ＋１，…，ｗｔｎａｎｄ
ａｐｐｒｏｘｉｍａｔｅｌｙｓｏｌｖｅｔｈｅｓｕｂｐｒｏｂｌｅｍ（２）

式（１）的单变量优化问题可以写成下面形式，
ｍｉｎ
ｚ
ａｊ（ｚ）＋Ｐ（Ｗｔ，ｊ＋ｚｅｊ） （３）

其中 ａｊ（ｚ）＝ｆ（Ｗｔ，ｊ＋ｚｅｊ）．在式（３）中，如果损失函数
是光滑的，可以根据光滑性对损失函数进行二阶近似

展开，得到如下的优化问题

ｍｉｎ
ｚ
ａ′ｊ（０）ｚ＋

１
２ａ

″
ｊ（０）ｚ２＋ｐ（ｗｔ，ｊｊ ＋ｚ）－ｐ（ｗｔ，ｊｊ）（４）

其中 ａ″ｉ（０）是 ａ′ｉ（０）在０处的次梯度［３，１３］．子问题（４）变
成一个关于单变量 ｚ的二项式，文献［３］针对光滑的 Ｌ２
损失，用牛顿法进行近似求解．

对于高维问题，循环坐标方法一次外循环就需要

遍历所有的维数，计算和存储代价非常大．如果每次内
循环中只随机抽取一维坐标并对其进行更新，则会大

大减少计算代价，这就是随机坐标下降方法（ＳＣＤ）的主
要思路．本文重点研究ＳＣＤ．

３ 非光滑损失的随机坐标下降方法

假设 ｆ（Ｗ）是凸且连续的函数，ｆ（Ｗ）表示函数 ｆ
在Ｗ处的次梯度．显然，对于非光滑损失函数的情况，
无法直接使用式（４）对损失函数二阶近似展开．本文将
在结构学习框架下使用批处理形式的 Ｃｏｍｉｄ算法求解
非光滑损失对应的子问题．
３１ Ｃｏｍｉｄ算法介绍

虽然一阶梯度方法求解最优解的速度稍慢，但仍

然能较快地获得稳定的学习精度．当样本维数足够大
时，ＭＤ被认为是最优的一阶方法［２０］．对不含正则化项
的优化问题，在线ＭＤ算法的主要迭代如下：

Ｗｔ＋１＝ａｒｇｍｉｎ
Ｗ
｛Ｂ
φ
（Ｗ，Ｗｔ）＋ηｔ〈ｇ

ｔ，Ｗ－Ｗｔ〉｝（５）

这里 Ｂ
φ
表示凸函数φ的 ＢｒｅｇｍａｎＤｉｖｅｒｇｅｎｃｅ，ｇ

ｔ∈ｆｔ
（Ｗｔ），〈·，·〉表示向量间的内积，ηｔ为步长参数．对于
正则化学习问题，如果将正则化项与损失函数同等对

待而直接使用 ＭＤ方法，就会失去正则化项的结构作
用，变成了 Ｎｅｓｔｅｒｏｖ称之为的“黑箱”方法［１４］．特别当 Ｐ
（Ｗ）＝λ‖Ｗ‖１时，直接使用式（５）求解，就会失去解
的稀疏性．与黑箱方法不同的是，结构学习方法只是对
损失函数进行近似展开，而保持正则化项不动，此时子

问题可以解析求解．具体来说，在结构学习框架下，在
线算法 Ｃｏｍｉｄ的主要步骤为：

Ｗｔ＋１＝ａｒｇｍｉｎ
Ｗ
｛ηｔ〈ｇ

ｔ，Ｗ－Ｗｔ〉＋Ｂ
φ
（Ｗ，Ｗｔ）

＋ηｔＰ（Ｗ）｝ （６）
不失一般性，在本文的坐标优化算法中，我们取 Ｂ

φ
（Ｗ，

Ｗｔ）＝‖Ｗ－Ｗｔ‖２２，对（６）进一步简化可得，
Ｗｔ＋１＝ａｒｇｍｉｎ

Ｗ
｛〈ηｔｇ

ｔ－２Ｗｔ，Ｗ〉＋ηｔＰ（Ｗ）＋‖Ｗ‖
２
２｝

（７）
显然，式（７）是可分问题，即解向量的各维可以相互独
立地进行求解，即只需求解

ｗｔ＋１ｊ ＝ａｒｇｍｉｎ
ｗ
｛ｗ２＋ηｔｐ（ｗ）＋ｗ（ηｔｇ

ｔ
ｊ－２ｗｔｊ）｝ （８）

其解析解的求法见附录１．从解析解中，不难看出在线
算法 Ｃｏｍｉｄ计算代价低同时又能保证正则化项的结构，
这正是结构学习的优点．基于上述考虑，本文提出的坐
标优化算法使用批处理形式的Ｃｏｍｉｄ算法求解子问题，
其具体描述见算法２，它与在线形式 Ｃｏｍｉｄ的主要区别
是此时 ｇｔ∈ｆ（Ｗｔ）而不是 ｇｔ∈ｆｔ（Ｗｔ）．

与批处理Ｃｏｍｉｄ一次迭代遍历所有维不同的是，本
文提出的 ＮｏｎｓｍｏｏｔｈＳＣＤ仅仅在某一维 ｊ上求解式
（８），这里 ｊ是从ｎ维坐标中等概率随机抽取的．如果
ｗｔ＋１ｊ 是该子问题的解，解向量 Ｗ ｔ到 Ｗ ｔ＋１的更新为

Ｗｔ＋１＝［ｗｔ１，…，ｗｔ＋１ｊ ，…ｗｔｎ］．ＮｏｎｓｍｏｏｔｈＳＣＤ算法具体
描述见算法３．

算法２ 批处理Ｃｏｍｉｄ算法
·ＩｎｉｔｉａｌｉｚｅａｗｅｉｇｈｔｖｅｃｔｏｒＷ０＝０ａｎｄｇ０＝０
·ｒｅｐｅａｔ

１．ｃｏｍｐｕｔｅｇｔ∈ｆ（Ｗｔ）

２．ｃｏｍｐｕｔｅＷｔｖｉａ（７）
３．ｔ：＝ｔ＋１
ｕｎｔｉｌａｓｔｏｐｐｉｎｇｃｏｎｄｉｔｉｏｎｉｓｓａｔｉｓｆｉｅｄ

算法３ 非光滑随机坐标下降方法（ＮｏｎｓｍｏｏｔｈＳＣＤ）
·ＩｎｉｔｉａｌｉｚｅａｗｅｉｇｈｔｖｅｃｔｏｒＷ０＝０ａｎｄｇ０＝０
·ｒｅｐｅａｔ

１．ｃｈｏｏｓｅｊ∈｛１，２，…，ｎ｝ｕｎｉｆｏｒｍｌｙａｔｒａｎｄｏｍ
２．ｌｅｔｇｔｊｂｅｔｈｅｊｔｈｅｌｅｍｅｎｔｏｆｇｔ∈ｆ（Ｗｔ）

３．ｓｏｌｖｅ
ｗｔ＋１ｊ ＝ａｒｇｍｉｎ

ｗ
｛ｗ２＋ηｔｐ（ｗ）＋ｗ（ηｔｇ

ｔ
ｊ－２ｗｔｊ）｝

４．ｕｐｄａｔｅＷｔ＋１

５．ｔ：＝ｔ＋１
ｕｎｔｉｌａｓｔｏｐｐｉｎｇｃｏｎｄｉｔｉｏｎｉｓｓａｔｉｓｆｉｅｄ

值得指出的是，此处更新梯度 ｇｔ∈ｆ（Ｗｔ）时用到

了代价较低的计算技巧．以Ｈｉｎｇｅ损失为例，

ｇｔ＝
－ｙｉＸｉ， ｉｆｙｉ〈Ｗ，Ｘｉ〉＜１
０，{ ｏｔｈｅｒｗｉｓｅ

由于求梯度需要判断 ｙｉ〈Ｗ，Ｘｉ〉的大小，计算开销主要
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来自于内积运算〈Ｗ，Ｘｉ〉．更新一维后，如果重新计算
所有样本的〈Ｗ，Ｘｉ〉，其计算复杂度高达ο（ｍｎ）．坐标
下降方法中求方向导数的技巧能够巧妙地避免这一瓶

颈，使得更新一次的计算复杂度仅为ο（ｍ）．为了说明
这种技巧，首先注意到内积矩阵可以写成下面形式：

从上面矩阵的分解中不难发现，ｗｊ对应的是第ｊ维
所有样本，因此更新 ｗｔｊ到ｗｔ＋１ｊ 仅仅需要对ｊ维的样本
进行更新，而其余部分保持不变，如下所示：

〈Ｗｔ＋１，Ｘ１〉

〈Ｗｔ＋１，Ｘ２〉


〈Ｗｔ＋１，Ｘｍ











〉

＝

〈Ｗｔ，Ｘ１〉

〈Ｗｔ，Ｘ２〉


〈Ｗｔ，Ｘｍ











〉

＋

（ｗｔ＋１ｊ －ｗｔｊ）ｘ１ｊ
（ｗｔ＋１ｊ －ｗｔｊ）ｘ２ｊ



（ｗｔ＋１ｊ －ｗｔｊ）ｘ











ｍｊ

每次更新只需要计算第 ｊ维（ｗｔ＋１ｊ －ｗｔｊ）ｘｉｊ的值，有效地
降低了计算复杂度，这就是坐标下降方法收敛速度快

的主要原因之一［２］．
３２ 随机坐标下降方法收敛性分析

本文基于Ｃｏｍｉｄ的ＳＣＤ收敛性主要依赖于批处理
Ｃｏｍｉｄ的收敛性．为此，我们引入假设．

假设 存在常数 Ｇ＞０，满足‖ｇ‖≤Ｇ，其中 ｇ

∈ｆ（Ｗ），Ｗ∈Ｒｎ．存在常数 Ｍ＞０，满足‖ｒ‖≤Ｍ，其

中 ｒ∈Ｐ（Ｗ），Ｗ∈Ｒｎ．当使用 Ｌ１正则化项时，ηｔ与槡ｔ
同阶．当使用Ｌ２正则化项时，ηｔ＝Ο（１／ｔ）．

在上述假设下，文献［１７］得到了在线算法 Ｃｏｍｉｄ的
ｒｅｇｒｅｔ界［２１，２２］．基于在线算法和批处理算法之间的关
系，可以直接得到：

定理１ 假设｛Ｗｔ｝由批处理Ｃｏｍｉｄ产生，对于 Ｄ＞
０，α＞０，令 ＦＤ＝｛Ｂφ（Ｗ，Ｗ

ｔ）≤Ｄ２｝，Ｗ是 ＦＤ上算法

２的最优解且α２‖Ｗ－Ｗ
ｔ‖２≤Ｂφ（Ｗ，Ｗ

ｔ）．

（１）如果 Ｐ（Ｗ）＝λ‖Ｗ‖１，则

Ｆ（珡Ｗｔ）－Ｆ（Ｗ）≤Ο（
ＤＧ２
槡α
·槡ｔｔ）

（２）如果 Ｐ（Ｗ）＝λ‖Ｗ‖２２，则

Ｆ（珡Ｗｔ）－Ｆ（Ｗ）≤Ο（
Ｇ２
λα
·
ｌｎｔ
ｔ）

这里珡Ｗｔ＝［∑
ｔ

ｊ＝１
Ｗｊ］／ｔ．

ｔ次迭代以后，ＮｏｎｓｍｏｏｔｈＳＣＤ算法可以得到［Ｗｔ，

Ｆ（Ｗｔ）］．这个结果依赖于随机选择的坐标序列集ξｔ＝
｛ｊ１，ｊ２，…，ｊｔ｝，其中 ｊｔ是在特征集合｛１，２，…，ｎ｝中等概
率随机抽取的．这里不妨设ｔ＝Ｅξｔ－１［Ｆ（Ｗ

ｔ）］．
定理２ 设 Ｗｔ由ＮｏｎｓｍｏｏｔｈＳＣＤ算法产生，Ｗ是

优化问题的最优解．对于Ｗ＝（ｗ１，ｗ２，…，ｗｎ）Ｔ∈ＦＤ，
定义

Ｒｔ（Ｗ）＝∑
ｔ

τ＝１
｛τ－Ｆ（Ｗ）｝

δｔ（Ｗ）＝∑
ｔ

τ＝１
｛ｇτｊ

τ

（ｗτｊ
τ
－ｗｊ

τ

）＋ｐ（ｗτｊ
τ

）｝－１ｎｔＰ（Ｗ）

则 Ｒｔ（Ｗ）≤ｎＥξｔδｔ（Ｗ）．
定理２证明见附录２，从定理２证明中可以得到：

ｎＥ
ξｔδｔ（Ｗ）＝Ｅξｔ∑

ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）＋Ｐ（Ｗτ）

－Ｐ（Ｗ）］

与［１７］类似，我们可以得到∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）＋

ｒτ（Ｗτ＋１－Ｗ）］的界，并在此基础上得到如下定理
（证明见附录３）：

定理３ 令 Ｗ是 ＦＤ上的最优解，｛Ｗ ｔ｝由 Ｎｏｎ
ｓｍｏｏｔｈＳＣＤ产生，

（１）如果 Ｐ（Ｗ）＝λ‖Ｗ‖１，则

１
ｔ∑

ｔ

τ＝１
τ－Ｆ（Ｗ

ｔ）≤Ｏ（
ＤＧ

２

槡α
·槡ｔｔ）

（２）如果 Ｐ（Ｗ）＝λ‖Ｗ‖２２，则

１
ｔ∑

ｔ

τ＝１
τ－Ｆ（Ｗ）≤Ｏ（

Ｇ２
λα
·
ｌｎｔ
ｔ）

根据定理３，我们还能类似于文献［１７］得到依概率
收敛的速率．

４ 实验

本节的主要目的是实验验证 ＮｏｎｓｍｏｏｔｈＳＣＤ的实
际效果．实验在 ＳｕｎＵｌｔｒａ４５工作站（１．６ＧＨｚＵｌｔｒａＳＰＡＲＣ
ＩＩＩｉ处理器，４ＧＢ内存，Ｓｏｌａｒｉｓ１０操作系统）上实现．本文
的ＳＣＤ在 Ｌｉｂｌｉｎｅａｒ平台上实现．
４１ 大规模数据库描述

本文所采用的四个数据库是 ａｓｔｒｏｐｈｙｓｉｃｓ、ＣＣＡＴ、
ａ９ａ和ｃｏｖｔｙｐｅ，其中 ａｓｔｒｏｐｈｙｓｉｃｓ和ＣＣＡＴ是文本库．

本实验中所有的平衡参数取λ＝１／ｍ．为使实验结
果更为客观公平，所采用的随机算法均运行１０次，采取
平均后的结果作为标准来进行比较．
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表１ 实验数据库描述

数据集 训练样本 测试样本 维数

ａｓｔｒｏｐｈｙｓｉｃｓ ２９，８８２ ３２，４８７ ９９，７５７

ＣＣＡＴ ２３，１４９ ７８１，２６５ ４７，２３６

ａ９ａ ２４，７０３ ７，８５８ １２３

ｃｏｖｔｙｐｅ ５２２，９１１ ５８，１０１ ５４

４２ “Ｌ１正则化＋Ｈｉｎｇｅ损失”的实验比较
考虑“Ｌ１正则化＋Ｌ１损失”（Ｌ１ＲＬ１）的情况，由于

Ｌ１ＲＬ１缺乏强的凸性和光滑性，很少有文献专门对此
研究，在综述性文献［１３］就没有讨论该问题．我们选择
与Ｌ１ＰＳＡ［１８，１９］、ＢａｔｃｈＲＤＡ［１６］以及ＢａｔｃｈＣｏｍｉｄ［１７］进行比
较．实验结果如图１所示：

４３ 支持向量机的实验比较

考虑与Ｌ２正则化项和 Ｌ１损失（Ｌ２ＲＬ１），由于 Ｌ２
正则化项具有强凸性质，已有大量文献对此类问题的

求解进行了讨论，比较高效的算法包括 Ｐｅｇａｓｏｓ［２３］、
ＤＣＤ［４］、ＢａｔｃｈＲＤＡ［１６］和 ＢａｔｃｈＣｏｍｉｄ［１７］．值得指出的是，
文献［１３］中将 ＤＣＤ与 ＳＧＤ［２３］、ＳＶＭｐｅｒｆ［２４］、ｂｕｎｄｌｅ［２５］及
ＴＲＯＮ［２６］做了全面的实验比较，结果表明ＤＣＤ具有更快
的实际收敛效果．ＤＣＤ主要有循环对偶坐标下降（ＣＤ
ＣＤ）和随机对偶坐标下降（ＳＤＣＤ）两种形式［４］．我们选择
与Ｐｅｇａｓｏｓ、ＢａｔｃｈＲＤＡ、ＢａｔｃｈＣｏｍｉｄ、ＣＤＣＤ以及 ＳＤＣＤ比
较．实验结果如图２所示．
４４ 实验结论

基于不同的实验比较对象，发现以下几点现象：

（１）随机与确定性方法的比较：从图２中可以看出，
随机坐标优化方法 ＳＣＤ比循环坐标优化方法 ＣＤＣＤ收
敛得更快．

（２）解原始优化问题算法的比较：从图１和２中可
以看出，ＮｏｎｓｍｏｏｔｈＳＣＤ快于 Ｌ１ＰＳＡ和 Ｐｅｇａｓｏｓ．

（３）非光滑损失 ＣＤ和批处理算法的比较：从图 １
和２中可以看出，ＮｏｎｓｍｏｏｔｈＳＣＤ比ＢａｔｃｈＣｏｍｉｄ和Ｂａｔｃｈ
ＲＤＡ收敛得更快 （稀疏程度几乎相同）．

（４）ＰＣＤ和ＤＣＤ的比较：当样本个数 ｍ小于维数ｎ
时，在ａｓｔｒｏｐｈｙｓｉｃｓ和ＣＣＡＴ文本库上，ＮｏｎｓｍｏｏｔｈＳＣＤ比
ＳＤＣＤ稍慢一点，但当 ｍｎ时，在ａ９ａ和ｃｏｖｔｙｐｅ的非文
本库上，ＮｏｎｓｍｏｏｔｈＳＣＤ表现出更加优越的性能（图２ａ、
图２ｂ）．实际上，当样本个数远大于特征数时，文献［３］
中的对偶方法甚至会出现在某些数据库上原始问题目

标函数不能够快速收敛的现象（图２（ｃ）和图２（ｄ））．
根据上述实验比较，ＮｏｎｓｍｏｏｔｈＳＣＤ在求解大规模

非光滑原始问题时具有操作简单、计算代价低、保证结

构和快速收敛等优点，因此 ＮｏｎｓｍｏｏｔｈＳＣＤ实现了 ＳＣＤ
所有预期的效果，是对ＤＣＤ有实际意义的补充．
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５ 总结与展望

本文提出了一种适合求解正则化非光滑损失函数

问题的ＳＣＤ算法．理论表明这种基于Ｃｏｍｉｄ方法的Ｎｏｎ
ｓｍｏｏｔｈＳＣＤ算法与当前流行的算法具有同等的收敛速
率，本文的实验进一步验证了算法的性能．

附录１ 式（８）解析解的求解过程
（１）如果 Ｐ（Ｗ）＝λ‖Ｗ‖１，则式（８）变为

ｗｔ＋１ｊ ＝ａｒｇｍｉｎ
ｗ
｛
１
ηｔ
ｗ２＋１
ηｔ
（ｇｔｊ－２ηｔｗ

ｔ
ｊ）ｗ＋λ｜ｗ｜｝（９）

令
１
ηｔ
＝β２，

１
ηｔ
（ｇｔｊ－２ηｔｗ

ｔ
ｊ）＝γ，式（９）变成标准的

“正则化项＋二次项＋一次项”形式，即需要求解

ｍｉｎ
ｗ
β
２ｗ

２＋γｗ＋λ｜ｗ｜ （１０）

式（１０）显然是一个凸优化问题，因此 ｗ是子问题
的最优解当且仅当存在ξ∈｜ｗ｜满足λξ＋γ＋βｗ＝
０．

｜ｗ｜的次微分可以写成：

｜ｗ｜＝
｛１｝， ｉｆｗ＞０
｛－１｝， ｉｆｗ＜０
｛ξ∈Ｒ｜－１≤ξ≤１｝， ｉｆｗ

{
＝０

下面分三种情况讨论：

①当｜γ｜≤λ时，一方面，如果令 ｗ ＝０，ξ＝－γ／
λ，此时符合λξ＋γ＋βｗ＝０；另一方面，除此之外并无

其他的解．可以通过反证得到：
如果 ｗ＞０，则ξ＝１，这时

λξ＋γ＋βｗ＝λ＋γ＋βｗ＞λ＋γ≥０
如果 ｗ＜０，则ξ＝－１，此时

λξ＋γ＋βｗ＝－λ＋γ＋βｗ＜－λ＋γ≤０
这说明对 ｗ≠０的两种情形，λξ＋γ＋βｗ＝０均不

满足．
②当γ＞λ＞０时，此时 ｗ＞０或 ｗ＝０都显然不

能满足（偏导０）式的，即一定有 ｗ ＜０，则ξ＝－１，从

而 ｗ＝－１
β
（γ－λ）

③当γ＜－λ＜０时，类似于情形②，此时一定有

ｗ＞０，则ξ＝１，从而 ｗ＝－
１
β
（γ＋λ）

以上讨论可以合并成如下形式：

ｗ＝
０， ｉｆ｜γ｜≤λ

－１
β
（γ－λｓｇｎ（γ）），{ ｏｔｈｅｒｗｉｓｅ

将式（１０）带入上式

ｗｔ＋１ｊ ＝
０， ｉｆ

ｇｔｊ
ηｔ
－２ｗｔｊ≤λ

－ηｔ２［
ｇｔｊ
ηｔ
－２ｗｔｊ－λｓｇｎ（

ｇｔｊ
ηｔ
－２ｗｔｊ），

{ ｏｔｈｅｒｗｉｓｅ

（２）如果 Ｐ（Ｗ）＝λ‖Ｗ‖２２，则式（８）变成

ｗｔ＋１ｊ ＝ａｒｇｍｉｎ
ｗ
｛（λ＋

１
ηｔ
）ｗ２＋１

ηｔ
（ｇｔｊ－２ηｔｗ

ｔ
ｊ）ｗ｝
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这是一个标准的二次型，解析解为，

ｗｔ＋１ｊ ＝
２ηｔｗ

ｔ
ｊ－ｇｔｊ

２ηｔλ＋２
附录２ 定理２证明

根据δｔ（Ｗ）的定义，第 ｊ维是随机独立抽取，并且
ｗτｊ
τ

的值依赖于前面的选择集ξτ－１，因此有

Ｅ
ξｔδｔ
（ｗτｉ

τ
）＝Ｅ

ξｔ∑
ｔ

τ＝１
｛ｇτｊ
τ
（ｗτｊ

τ
－ｗｊ

τ
）＋ｐ（ｗτｊ

τ
）｝－１ｎｔＰ（Ｗ）

＝∑
ｔ

τ＝１
Ｅ
ξτ
｛ｇτｊ
τ
（ｗτｊ

τ
－ｗｊ

τ
）＋ｐ（ｗτｊ

τ
）｝－１ｎｔＰ（Ｗ）

＝∑
ｔ

τ＝１
Ｅ
ξτ１
Ｅｊ
τ
｛ｇτｊ
τ
（ｗτｊ

τ
－ｗｊ

τ
）＋ｐ（ｗτｊ

τ
）｝－１ｎｔＰ（Ｗ）

由数学期望的定义可得，

Ｅｊ
τ
｛ｇτｉ
τ
（ｗτｊ

τ
－ｗｊ

τ
）＋ｐ（ｗτｊ

τ
）｝－１ｎＰ（Ｗ）

＝１ｎ［ｇ
τ（Ｗτ－Ｗ）Ｔ＋Ｐ（Ｗτ）］－１ｎＰ（Ｗ）

∑
ｔ

τ＝１
Ｅ
ξτ－１
Ｅｊ
τ
｛ｇτｊ
τ
（ｗτｊ

τ
－ｗｊ

τ
）＋ｐ（ｗτｊ

τ
）｝－１ｎｔＰ（Ｗ）

＝１ｎ∑
ｔ

τ＝１
Ｅ
ξτ－１
［ｇτ（Ｗτ－Ｗ）Ｔ＋Ｐ（Ｗτ）］－１ｎｔＰ（Ｗ）

＝Ｅ
ξｔδｔ
（Ｗτ）

根据次梯度的定义，ｆ（Ｗτ）－ｆ（Ｗ）≤〈ｇτ，Ｗτ－
Ｗ〉，正则化项 Ｐ（Ｗ）保持不变，从而

∑
ｔ

τ＝１
［ｆ（Ｗτ）－ｆ（Ｗ）＋Ｐ（Ｗτ）］－１ｎｔＰ（Ｗ）

≤∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）Ｔ＋Ｐ（Ｗτ）－１ｎｔＰ（Ｗ）

两边同时取期望，由ｔ＝Ｅξｔ－１［Ｆ（Ｗ
ｔ）］定义得，

∑
ｔ

τ＝１
Ｅ
ξτ－１
［ｇτ（Ｗτ－Ｗ）Ｔ＋Ｐ（Ｗτ）］－１ｎｔＰ（Ｗ）

≥∑
ｔ

τ＝１
Ｅ
ξτ－１
［ｆ（Ｗτ）－ｆ（Ｗ）＋Ｐ（Ｗτ）］－１ｎｔＰ（Ｗ）

＝１ｎ∑
ｔ

τ＝１
［τ－Ｆ（Ｗ）］

则有 Ｒｔ（Ｗ）≤ｎＥξｔδｔ（Ｗ）
证毕．

附录３ 定理３的证明
（１）Ｐ（Ｗ）＝λ‖Ｗ‖１，令 Ｗ＝Ｗ，ｒ∈Ｐ（Ｗ），根

据次梯度的定义则有，

ｎＥ
ξｔδｔ（Ｗ

τ）

＝∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）Ｔ＋Ｐ（Ｗτ）－Ｐ（Ｗ）］

≤∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）Ｔ＋ｒτ（Ｗτ－Ｗ）Ｔ］

∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）Ｔ＋ｒτ＋１（Ｗτ＋１－Ｗ）Ｔ］

－ｒｔ＋１（Ｗｔ＋１－Ｗ）Ｔ＋ｒ１（Ｗ１－Ｗ）Ｔ

＝∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）Ｔ＋ｒτ（Ｗτ－Ｗ）Ｔ］

根据假设‖ｒ‖≤Ｍ，Ｂφ（Ｗ，Ｗ
ｔ）≤Ｄ２且α２‖Ｗ－

Ｗｔ‖２≤Ｂφ（Ｗ，Ｗ
ｔ）可得

－ ２槡αＤＭ≤ｒ１（Ｗ１－Ｗ）Ｔ
≤‖ｒ１‖‖Ｗ１－Ｗ‖≤

２槡αＤＭ，
－ ２槡αＤＭ≤ｒｔ＋１（Ｗｔ＋１－Ｗ）Ｔ

≤‖ｒｔ＋１‖‖Ｗｔ＋１－Ｗ‖≤
２槡αＤＭ

当 Ｐ（Ｗ）＝λ‖Ｗ‖１，令ητ ＝
Ｄ槡α
Ｇ槡τ

，根据文献

［１７］一般凸条件下收敛性证明，有下式：

∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）Ｔ＋ｒτ（Ｗτ＋１－Ｗ）Ｔ］≤

ＤＧ２槡ｔ
槡α

＋２ ２槡ａＤＧ

∑
ｔ

τ＝１
［ｇτ（Ｗτ－Ｗ）Ｔ＋ｒτ（Ｗτ－Ｗ）Ｔ］

≤
ＤＧ２槡ｔ
槡α

－ｒｔ＋１（Ｗｔ＋１－Ｗ）Ｔ＋ｒ１（Ｗ１－Ｗ）Ｔ

≤
ＤＧ２槡ｔ
槡α

＋２ ２槡ａＤＧ＋２
２槡αＤＭ＝ＤＧ

２
槡ｔ
槡α

＋ｃｏｎｓｔａｎｔ

由附录１的结论可得，

∑
ｔ

τ＝１
［φτ－Ｆ（Ｗ）］≤ｎＥξｔδｔ（Ｗ）≤

ＤＧ２槡ｔ
槡α

＋ｃｏｎｓｔａｎｔ

则
１
ｔ∑

ｔ

τ＝１
τ－Ｆ（Ｗ）≤Ο（

ＤＧ２槡ｔ
槡αｔ

）

（２）若 Ｐ（Ｗ）＝λ‖Ｗ‖２２，令ητ＝
１
λτ
，根据文献

［１７］强凸条件下收敛性证明，同理可得，

１
ｔ∑

ｔ

τ＝１
τ－Ｆ（Ｗ）≤Ο（

Ｇ２
λａ
ｌｎｔ
ｔ）

证毕．

参考文献

［１］孙正雅，陶卿．统计机器学习综述：损失函数与优化求解
［Ｊ］．中国计算机学会通讯，２００９，５（８）：７－１４．
ＳｕｎＺｈｅｎｇＹａ，ＴａｏＱｉｎｇ．Ｓｔａｔｉｓｔｉｃａｌｍａｃｈｉｎｅｌｅａｒｎｉｎｇ：Ａｒｅ
ｖｉｅｗｏｆｔｈｅｌｏｓｓｆｕｎｃｔｉｏｎａｎｄｏｐｔｉｍｉｚａｔｉｏｎ［Ｊ］．Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ
ｏｆｔｈｅＣＣＦ，２００９，５（８）：７－１４．（ｉｎＣｈｉｎｅｓｅ）

［２］ＹＮｅｓｔｅｒｏｖ．Ｅｆｆｃｉｅｎｃｙｏｆｃｏｏｒｄｉｎａｔｅｄｅｓｃｅｎｔｍｅｔｈｏｄｓｏｎｈｕｇｅ
ｓｃａｌｅｏｐｔｉｍｉｚａｔｉｏｎｐｒｏｂｌｅｍｓ［Ｒ］．Ｃｏｒｅｄｉｓｃｕｓｓｉｏｎ ｐａｐｅｒｓ，
（００２２０１０），２０１０．

［３］ＫＷＣｈａｎｇ，ＣＪＨｓｉｅｈ，ＣＪＬｉｎ，Ｃｏｏｒｄｉｎａｔｅｄｅｓｃｅｎｔｍｅｔｈｏｄｆｏｒ
ｌａｒｇｅｓｃａｌｅＬ２ｌｏｓｓｌｉｎｅａｒｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅｓ［Ｊ］．Ｊｏｕｒｎａｌ
ｏｆＭａｃｈｉｎｅＬｅａｒｎｉｎｇＲｅｓｅａｒｃｈ，２００８，９：１３６９－１３９８．

［４］ＣＪＨｓｉｅｈ，ＫＷＣｈａｎｇ，ＣＪＬｉｎ，ＳＳＫｅｅｒｔｈｉ，ＳＳｕｎｄａｒａｒａｊａｎ．Ａ

４７７ 电 子 学 报 ２０１３年



ｄｕａｌｃｏｏｒｄｉｎａｔｅｄｅｓｃｅｎｔｍｅｔｈｏｄｆｏｒｌａｒｇｅｓｃａｌｅｌｉｎｅａｒＳＶＭ
［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２５ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａ
ｃｈｉｎｅＬｅａｒｎｉｎｇ［Ｃ］．ＵＳＡ：ＡＣＭ，２００８．４０８－４１５．

［５］ＳＰＢｏｙｄ，ＬＶａｎｄｅｎｂｅｒｇｈｅ．Ｃｏｎｖｅｘｏｐｔｉｍｉｚａｔｉｏｎ［Ｍ］．Ｅｎｇ
ｌａｎｄ：ＣａｍｂｒｉｄｇｅＵｎｉｖｅｒｓｉｔｙＰｒｅｓｓ，２００４．１２１－１３９．

［６］ＰＴｓｅｎｇ．Ｃｏｎｖｅｒｇｅｎｃｅｏｆａｂｌｏｃｋｃｏｏｒｄｉｎａｔｅｄｅｓｃｅｎｔｍｅｔｈｏｄｆｏｒ
ｎｏｎｄｉｆｆｅｒｅｎｔｉａｂｌｅｍｉｎｉｍｉｚａｔｉｏｎ［Ｊ］．Ｊｏｕｒｎａｌｏｆｏｐｔｉｍｉｚａｔｉｏｎｔｈｅ
ｏｒｙａｎｄａｐｐｌｉｃａｔｉｏｎｓ，２００１，１０９（３）：４７５－４９４．

［７］ＰＴｓｅｎｇ，ＳＹｕｎ．Ａｃｏｏｒｄｉｎａｔｅｇｒａｄｉｅｎｔｄｅｓｃｅｎｔｍｅｔｈｏｄｆｏｒｎｏｎ
ｓｍｏｏｔｈｓｅｐａｒａｂｌｅｍｉｎｉｍｉｚａｔｉｏｎ［Ｊ］．ＭａｔｈｅｍａｔｉｃａｌＰｒｏｇｒａｍ
ｍｉｎｇ，２００９，１１７（１）：３８７－４２３．

［８］焦李成，杨淑媛，等．压缩感知回顾与展望［Ｊ］．电子学报，
２０１１，３９（７）：１６５１－１６６２．
ＪｉａｏＬｉＣｈｅｎｇ，ＹａｎｇＳｈｕＹｕａｎ，ｅｔａｌ．Ｄｅｖｅｌｏｐｍｅｎｔａｎｄ
ＰｒｏｓｐｅｃｔｏｆＣｏｍｐｒｅｓｓｉｖｅＳｅｎｓｉｎｇ［Ｊ］．ＡｃｔａＥｌｅｃｔｒｏｎｉｃａＳｉｎｉｃａ，
２０１１，３９（７）：１６５１－１６６２．（ｉｎＣｈｉｎｅｓｅ）

［９］ＳＳｈａｌｅｖＳｈｗａｒｔｚ，ＡＴｅｗａｒｉ．Ｓｔｏｃｈａｓｔｉｃｍｅｔｈｏｄｓｆｏｒｌ１ｒｅｇｕｌａｒ
ｉｚｅｄｌｏｓｓｍｉｎｉｍｉｚａｔｉｏｎ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２６ｔｈＩｎｔｅｒｎａｔｉｏｎ
ａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ［Ｃ］．ＵＳＡ：ＡＣＭ，２００９．９２９
－９３６．

［１０］ＳＹｕｎ，ＫＣＴｏｈ．Ａｃｏｏｒｄｉｎａｔｅｇｒａｄｉｅｎｔｄｅｓｃｅｎｔｍｅｔｈｏｄｆｏｒ
Ｌ１ｒｅｇｕｌａｒｉｚｅｄｃｏｎｖｅｘｍｉｎｉｍｉｚａｔｉｏｎ［Ｊ］．ＣｏｍｐｕｔａｔｉｏｎａｌＯｐｔｉ
ｍｉｚａｔｉｏｎａｎｄＡｐｐｌｉｃａｔｉｏｎｓ，２０１１，４８（２）：２７３－３０７．

［１１］ＡＳａｈａ，ＡＴｅｗａｒｉ．Ｏｎｔｈｅｆｎｉｔｅｔｉｍｅｃｏｎｖｅｒｇｅｎｃｅｏｆｃｙｃｌｉｃ
ｃｏｏｒｄｉｎａｔｅｄｅｓｃｅｎｔｍｅｔｈｏｄｓ［Ｒ］．Ｔｅｃｈｎｉｃａｌｒｅｐｏｒｔ，２０１０．

［１２］ＡＢｅｃｋ，Ｍ Ｔｅｂｏｕｌｌｅ．Ａｆａｓｔｉｔｅｒａｔｉｖｅｓｈｒｉｎｋａｇｅｔｈｒｅｓｈｏｌｄｉｎｇ
ａｌｇｏｒｉｔｈｍｆｏｒｌｉｎｅａｒｉｎｖｅｒｓｅｐｒｏｂｌｅｍｓ［Ｊ］．ＳＩＡＭ Ｊｏｕｒｎａｌｏｎ
ＩｍａｇｉｎｇＳｃｉｅｎｃｅｓ，２００９，２（１）：１８３－２０２．

［１３］ＧＸＹｕａｎ，ＫＷ Ｃｈａｎｇ，ＣＪＨｓｉｅｈ，ＣＬｉｎ．Ａｃｏｍｐａｒｉｓｏｎｏｆ
ｏｐｔｉｍｉｚａｔｉｏｎｍｅｔｈｏｄｓａｎｄｓｏｆｔｗａｒｅｆｏｒｌａｒｇｅｓｃａｌｅＬ１ｒｅｇｕｌａｒ
ｉｚｅｄｌｉｎｅａｒｃｌａｓｓｉｆｃａｔｉｏｎ［Ｊ］．ＪｏｕｒｎａｌｏｆＭａｃｈｉｎｅＬｅａｒｎｉｎｇＲｅ
ｓｅａｒｃｈ，２０１０，１１：３１８３－３２３４．

［１４］ＹＮｅｓｔｅｒｏｖ．Ｈｏｗｔｏａｄｖａｎｃｅｉｎｓｔｒｕｃｔｕｒａｌｃｏｎｖｅｘｏｐｔｉｍｉｚａｔｉｏｎ
［Ｊ］．ＯＰＴＩＭＡ，ＭＰＳＮｅｗｓｌｅｔｔｅｒ，２００８，７８：２－５．

［１５］ＹＮｅｓｔｅｒｏｖ．Ｐｒｉｍａｌｄｕａｌｓｕｂｇｒａｄｉｅｎｔｍｅｔｈｏｄｓｆｏｒｃｏｎｖｅｘｐｒｏｂ
ｌｅｍｓ［Ｊ］．Ｍａｔｈｅｍａｔｉｃａｌｐｒｏｇｒａｍｍｉｎｇ，２００９，１２０（１）：２２１－
２５９．

［１６］ＬＸｉａｏ．Ｄｕａｌａｖｅｒａｇｉｎｇｍｅｔｈｏｄｓｆｏｒｒｅｇｕｌａｒｉｚｅｄｓｔｏｃｈａｓｔｉｃ
ｌｅａｒｎｉｎｇａｎｄｏｎｌｉｎｅｏｐｔｉｍｉｚａｔｉｏｎ［Ｊ］．ＪｏｕｒｎａｌｏｆＭａｃｈｉｎｅ
ＬｅａｒｎｉｎｇＲｅｓｅａｒｃｈ，２０１０，１１：２５４３－２５９６．

［１７］ＪＤｕｃｈｉ，ＳＳｈａｌｅｖＳｈｗａｒｔｚ，ＹＳｉｎｇｅｒ，ＡＴｅｗａｒｉ．Ｃｏｍｐｏｓｉｔｅ
ｏｂｊｅｃｔｉｖｅｍｉｒｒｏｒｄｅｓｃｅｎｔ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２３ｔｈＡｎｎｕａｌ
ＷｏｒｋｓｈｏｐｏｎＣｏｍｐｕｔａｔｉｏｎａｌＬｅａｒｎｉｎｇＴｈｅｏｒｙ［Ｃ］．ＵＳＡ：
ＡＣＭ，２０１０．１１６－１２８．

［１８］ＪＤｕｃｈｉ，ＳＳｈａｌｅｖＳｈｗａｒｔｚ，ＹＳｉｎｇｅｒ，ＴＣｈａｎｄｒａ．Ｅｆｆｉｃｉｅｎｔ
ｐｒｏｊｅｃｔｉｏｎｓｏｎｔｏｔｈｅＬ１ｂａｌｌｆｏｒｌｅａｒｎｉｎｇｉｎｈｉｇｈｄｉｍｅｎｓｉｏｎｓ
［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２５ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａ
ｃｈｉｎｅＬｅａｒｎｉｎｇ［Ｃ］．ＵＳＡ：ＡＣＭ，２００８．２７２－２７９．

［１９］ＴａｏＱｉｎｇ，ＳｕｎＺｈｅｎｇｙａ，ＫｏｎｇＫａｎｇ．ｄｅｖｅｌｏｐｉｎｇｌｅａｒｎｉｎｇａｌ
ｇｏｒｉｔｈｍｓｖｉａｏｐｔｉｍｉｚｅｄｄｉｓｃｒｅｔｉｚａｔｉｏｎｏｆｃｏｎｔｉｎｕｏｕｓｄｙｎａｍｉｃａｌ
ｓｙｓｔｅｍｓ［Ｊ］．ＩＥＥＥＴｒａｎｓＳｙｓｔＭａｎＣｙｂｅｒｎＢ，２０１２，４２（１）：
１４０－１４９．

［２０］ＡＢｅｃｋ，ＭＴｅｂｏｕｌｌｅ．Ｍｉｒｒｏｒｄｅｓｃｅｎｔａｎｄｎｏｎｌｉｎｅａｒｐｒｏｊｅｃｔｅｄ
ｓｕｂｇｒａｄｉｅｎｔｍｅｔｈｏｄｓｆｏｒｃｏｎｖｅｘｏｐｔｉｍｉｚａｔｉｏｎ［Ｊ］．Ｏｐｅｒａｔｉｏｎｓ
ＲｅｓｅａｒｃｈＬｅｔｔｅｒｓ，２００３，３１（３）：１６７－１７５．

［２１］ＥＨａｚａｎ，ＡＫａｌａｉ，ＳＫａｌｅ，ＡＡｇａｒｗａｌ．Ｌｏｇａｒｉｔｈｍｉｃｒｅｇｒｅｔａｌ
ｇｏｒｉｔｈｍｓｆｏｒｏｎｌｉｎｅｃｏｎｖｅｘｏｐｔｉｍｉｚａｔｉｏｎ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ１９ｔｈＡｎｎｕａｌＷｏｒｋｓｈｏｐｏｎＣｏｍｐｕｔａｔｉｏｎａｌＬｅａｒｎｉｎｇＴｈｅｏｒｙ
［Ｃ］．ＵＳＡ：ＡＣＭ，２００６．４９９－５１３．

［２２］ＭＺｉｎｋｅｖｉｃｈ．Ｏｎｌｉｎｅｃｏｎｖｅｘｐｒｏｇｒａｍｍｉｎｇａｎｄｇｅｎｅｒａｌｉｚｅｄｉｎ
ｆｉｎｉｔｅｓｉｍａｌｇｒａｄｉｅｎｔａｓｃｅｎｔ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０ｔｈＩｎｔｅｒ
ｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ［Ｃ］．ＵＳＡ：ＡＣＭ，
２００３．１５９－１６６．

［２３］ＳＳｈａｌｅｖＳｈｗａｒｔｚ，ＹＳｉｎｇｅｒ，ＮＳｒｅｂｒｏ．Ｐｅｇａｓｏｓ：Ｐｒｉｍａｌｅｓｔｉ
ｍａｔｅｄｓｕｂｇｒａｄｉｅｎｔｓｏｌｖｅｒｆｏｒＳＶＭ［Ａ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
２４ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ［Ｃ］．
ＵＳＡ：ＡＣＭ，２００７．８０７－８１４．

［２４］ＴＪｏａｃｈｉｍｓ．ＴｒａｉｎｉｎｇｌｉｎｅａｒＳＶＭｓｉｎｌｉｎｅａｒｔｉｍｅ［Ａ］．Ｐｒｏｃｅｅｄ
ｉｎｇｓｏｆｔｈｅ１２ｔｈＡＣＭＳＩＧＫＤＤＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ
ＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙａｎｄＤａｔａＭｉｎｉｎｇ［Ｃ］．ＵＳＡ：ＡＣＭ，
２００６．２１７－２２６．

［２５］ＡＪＳｍｏｌａ，ＳＶＮＶｉｓｈｗａｎａｔｈａｎ，ＱＬｅ．Ｂｕｎｄｌｅｍｅｔｈｏｄｓｆｏｒ
ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ［Ａ］．ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏ
ｃｅｓｓｉｎｇＳｙｓｔｅｍｓ［Ｃ］．ＵＳＡ：ＭＩＴＰｒｅｓｓ，２００８，２０：１３７７－１３８４．

［２６］ＣＪＬｉｎ，ＲＣＷｅｎｇ，ＳＳＫｅｅｒｔｈｉ．ＴｒｕｓｔｒｅｇｉｏｎＮｅｗｔｏｎｍｅｔｈｏｄ
ｆｏｒｌａｒｇｅｓｃａｌｅｌｏｇｉｓｔｉｃｒｅｇｒｅｓｓｉｏｎ［Ｊ］．ＪｏｕｒｎａｌｏｆＭａｃｈｉｎｅ
ＬｅａｒｎｉｎｇＲｅｓｅａｒｃｈ，２００８，９：６２７－６５０．

作者简介

陶 卿 男，１９６５年生于安徽．博士，教授，
中国计算机学会高级会员，中国科学院自动化研

究所博士生导师，主要研究方向为统计机器学习

与人工智能．
Ｅｍａｉｌ：ｑｉｎｇ．ｔａｏ＠ｉａ．ａｃ．ｃｎ

朱烨雷 男，１９８５年生于江苏．硕士研究
生，主要研究方向为模式识别与人工智能、数据

挖掘、图像处理．

５７７第 ４ 期 陶 卿：一种基于Ｃｏｍｉｄ的非光滑损失随机坐标下降方法


